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あらまし 本稿では，識別的なアプローチによる分布間距離の推定法について提案し，言語識別タスクへの応用を検

討する．分布間距離はパターン認識において広く用いられている．分布間距離は確率密度関数に対する汎関数として

定義されるため，尤度計算の関係上特徴量の分布形状を仮定する必要があった．しかし，仮定した分布形状と真の分

布とのミスマッチがある場合，イベント間の正しい分布間距離とはズレが生じる．提案手法では，分布間距離をベイ

ズの定理を用いることで，識別モデルを利用して推定する．この際，ニューラルネットワークに代表される，分布の

形状を仮定しないモデルを識別モデルとして導入することにより，明示的に分布形状を仮定せずに分布間距離を推定

することが可能となる．また，分布の形状を仮定しない性質上，特にデータ量が少ない場合，ニューラルネットワー

クの学習と特徴量空間全体における積分が困難となる．そこで，ニューラルネットワークのモデル適応手法とサンプ

リングによって観測データの偏りに起因する影響を取り除いた．観測データ量が少ないことが想定される言語識別タ

スクへの応用を試み，実験により提案法の有効性を確認した．この推定法を利用して得られた分布間距離を構造的特

徴として用いることにより，従来の I-vectorを用いた手法に対して認識率の改善が確認できた．

キーワード ニューラルネットワーク，分布間距離，言語識別，音響モデル

A study on discriminative approach for estimation of the divergence

between distributions and its application to language identification

Yosuke KASHIWAGI†, Congying ZHANG†, Daisuke SAITO††, and Nobuaki MINEMATSU†

† Graduate School of Engineering, The University of Tokyo, 7-3-1, Hongo, Bukyo-ku, Tokyo 113-0033, Japan

†† Graduate School of Information Science and Technology, The University of Tokyo, 7-3-1, Hongo,

Bukyo-ku, Tokyo 113-0033, Japan

E-mail: †{kashiwagi,zhangcy,dsk saito,mine}@gavo.t.u-tokyo.ac.jp

Abstract In this paper, we propose a method for estimating the statistical divergence between probability distri-

butions by a discriminative approach and the use of language identification tasks. Statistical divergence is widely

used in pattern recognition. For statistical divergence between which is defined as functional for the probability

density function, it was claimed to be assume the shape of the distribution because of the likelihood calculation.

However, if there is mismatch between the assumed distribution shape and the true distribution, the divergence

estimation between events would be not correct. In our proposed method, by using Bayes’ theorem distribution

divergence, we estimate the statistical divergence with the discriminative model. Such as neural network models,

which is not assume the shape of the distribution, discriminative model is possible to estimate the statistical di-

vergence without assuming explicit distribution shape. On the other hand, when the amount of data is small, it

is difficult to integrate the function in the feature space and train neural networks. To mitigate this problem, we

use model adaptation method for neural networks and sampling approach to integrate the function. We use this

approach to language identification task using statistical distribution as speech structure features. The experimental

evaluation results shows our approach can improve the performance than conventional I-vector based approach.
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1. は じ め に

Kullback-Leibler 距離 (KL 距離) に代表される分布間距離

は，情報量とも呼ばれ，パターン認識において重要な位置を占

める．例えば，ガウス混合モデル (Gaussian Mixture Model ;

GMM) に代表される隠れ変数を持つモデルの学習手法の一つ

である EM アルゴリズムは KL 距離を最小化する基準でパラ

メータのアップデートを行う．近年，音声認識の音響モデルに

おいても主流となっているニューラルネットワークにおいても，

KL距離の変化を抑える基準を入れたモデル適応手法が効果的

であるとの報告がなされている [1]．また，モデルの学習基準の

みならず，特徴量として分布間距離を利用する構造的表象も提

案されている [2]．これは，特徴量の分布をガウス分布として仮

定した場合の分布間距離はアフィン変換不変であるため，ケプ

ストラム空間におけるアフィン変換で表現することが可能であ

る話者性の違いに対して不変である性質を利用したものである．

このように，多岐に渡って利用されている分布間距離である

が，これは観測特徴量の分布形状と密接な関係を持つ．一般に，

分布間距離は確率密度関数に対する汎関数として定義されるた

め，分布間距離の推定は観測特徴量の分布の形状に対する仮定

が必要となる．この分布に対する仮定が真の分布と乖離してい

る場合，分布間距離の推定を誤る原因となるが，一般にはガウ

ス分布等の妥当な仮定を置いて計算することが多い．

しかし，観測特徴量の真の分布は複雑な形状をしていると考

えられる．そのため，単純なガウス分布ではなく，複雑な形状

を仮定することで分布間距離の推定精度が向上することが考え

られる．例えば，分布形状を GMMで仮定し，モデル適応を利

用して分布間距離を推定する手法も提案されている [3]．しか

し，変換前と後で対応するインデクスの分布形状はあくまで正

規分布を仮定するため，変換によって分布形状が変化する場合

妥当な近似とは言えない．

一方，音声認識において近年，多層ニューラルネットワーク

(Deep Neural Network ; DNN) に代表される識別モデルが，

従来のGMMをベースとした生成モデルに対して高い精度を示

すことが示されている [4,5]．これは，DNNに代表される識別

モデルはGMMなどの生成モデルと比較して特徴量の分布に対

する仮定が弱いため，柔軟なモデル化が可能であることが理由

の一つと考えられる．

この識別モデルを利用した分布間距離の推定法として，

Heigold らの対数線形モデルを用いた生成モデルを介する手

法がある [6]．これは，対数線形モデルの性質を利用し，識別

モデルのパラメータからガウス分布のパラメータを推定するこ

とで，分布間距離を計算する．しかし，対数線形モデルのパラ

メータからでは，ガウス分布の平均と分散パラメータが一意に

決定することができないため，分散パラメータを各ラベルに対

して共有する等の仮定を置く必要がある．これを用いて DNN

の最終層として用いられる softmax関数から分布間距離を計算

することで効率的に DNN を学習する手法も Li らにより提案

されている [7]．

しかし，識別モデルの分布を明示的に仮定する必要のない性

質を利用して分布間距離を推定する場合，生成モデルのパラ

メータを経由せずに直接推定することが理想的である．そこで，

本稿では，分布間距離を識別モデルにより推定する手法を提案

する．従来，生成モデルベースにより推定していた尤度をベイ

ズ則を用いることによって識別モデルから推定する．

なお，GMMを仮定して分布間距離を推定した場合と同様に，

特に識別モデルとして DNNを採用した場合，モデルの学習に

は大量のデータが必要となる．そこで，言語識別タスクを例に，

観測特徴量を用いた DNNの発話適応を併用した分布間距離の

推定法を提案する．これにより，少量のデータにおいても頑健

にモデルの構築が可能となる．

本稿の構成は，第 2節で，関連研究について述べ，第 3節で，

各分布間距離を識別モデルを利用して推定する手法について述

べる．その後，第 4節でこれらを観測データ量が少量であるこ

とが予想される言語識別タスクへ応用する手法について述べ，

第 5節で言語識別実験によりその性能を評価する．最後に第 6

節でまとめる．

2. 関 連 研 究

本節では，GMM ベースの分布間距離推定法である Chang

らの手法と，識別モデルを用いた分布間距離の推定法である

Heigoldらの手法を用いて DNNから分布間距離を推定する Li

らの手法について紹介する．

2. 1 特徴量分布にGMMを仮定した分布間距離推定

Changらは，ガウス分布ではなく，GMMを仮定した場合の

分布間距離推定法を提案している [3]．Bhattacharyya距離は

次式によって定義される．

BD(a, b) = − ln

∫ √
p(x|y = a)p(x|y = b)dx (1)

ここで，a, bは音響イベントのラベルである．これは，音素や，

音素状態ラベル等の特徴量との対応が取れるものであれば用

いることができる．各ラベルに対応する特徴量の分布を正規分

布 p(x|y) = N (x;µy,Σy)と仮定した場合，Bhattacharyya距

離は

BD(a, b) =
1

8
(µ(a) − µ(b))⊤Σ−1(µ(a) − µ(b))

+
1

2
ln(

detΣ√
detΣ(a) detΣ(b)

) (2)

Σ =
Σ(a) +Σ(b)

2

として正規分布のパラメータから推定することができる．従来

はこれを用いることで観測特徴量により正規分布のパラメータ

を推定することを経由し，Bhattacharyya距離を推定すること

が一般的であった．

Liらは特徴量分布を GMMに置き換えた場合，

BD(a, b) =

J∑
j

BD(aj , bj)

= −
J∑
j

ln

∫ √
w

(a)
j p(x|y = a)

√
w

(b)
j p(x|y = b)dx
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=
1

8

J∑
j

(µa
j − µb

j)
⊤Σ−1(µ

(a)
j − µ

(b)
j )

+
1

2

J∑
j

ln(
detΣ√

detΣ
(a)
j detΣ

(b)
j

) (3)

−1

2

J∑
j

ln(w
(a)
j w

(b)
j )

Σ =
Σ

(a)
j +Σ

(b)
j

2

として計算している．各 GMM はあらかじめ学習された

Universal-Background Model (UBM) を適応したモデルを初

期値としてGMMを学習している．そのため，GMM同士のイ

ンデクスの対応が取れており，インデクスの対応する正規分布

間の Bhattacharyya距離が重要であるという仮定に基づく．

2. 2 出力分布基準に基づく分布間距離推定

識別モデルを用いた分布間距離の計算として，Heigoldらの

手法がある．これは，対数線形モデルの性質を利用して正規分

布のパラメータを推定することで，分布間距離を推定すること

ができる．対数線形モデルは，入力を xとすると

p(y|x) = 1

Z(x)
exp(

∑
i

λyifi(x)) (4)

として出力を yを推定することができる．ここで，iは次数であ

る．ニューラルネットワークなどで用いられる softmax関数は，

f1(x) = [x⊤, 1]⊤

λy1 = [Wy, by] (5)

λyi = 0 (i >= 2)

とした場合と等価となる．各ラベルに対応する分布が正規分布

であると仮定した場合，この対数線形モデルのパラメータから

正規分布のパラメータへ対応づけを行うことができる．クラス

に依存しない半正定値行列 Σを与えた場合，各正規分布のパラ

メータは

Σy = Σ (6)

µ = Σ−1[Wy, by] (7)

となる．

これを用いて Liらは，DNNを学習する際に，大きなネット

ワークにより推定される正規分布と学習する DNNとの KL距

離が，変化しない基準を導入して学習を行った．これによって

認識性能の向上が実現されている．しかし，このアプローチは，

分散パラメータの共有化は音声認識において効果的な仮定では

あるものの，分散と平均との間に相互依存が存在し，パラメー

タを一意に決定することができない．また，正規分布を仮定す

るため，実際の分布の形が正規分布と大きく異なっている場合，

分布間距離の推定精度が大きく低下すると考えられる．

3. 識別的アプローチによる分布間距離の推定

分布間距離の計算は，分布の形を仮定する必要があるが，近

年の DNNに代表される識別モデルの台頭を鑑みた場合，分布

の形状は複雑なものであると想定される．そのため，分布の形

状を明示的に仮定せずに分布間距離を推定することが望まれる．

本節では，構造的表象などに用いられる BD距離を従来の生成

モデルをベースとしたものではなく，識別モデルを用いて推定

する手法を提案する．

さて，Bhattacharyya距離を明示的に分布の形状を仮定せず，

識別モデルを用いて推定したい．ここで，我々は識別モデルに

より事後確率 p(y = a|x), p(y = b|x)を直接計算することが可
能である．そこで，式 (1)をベイズ則を用いることにより，

BD(a, b) = − ln

∫
p(x)

√
p(y = a|x)p(y = b|x)dx

+
1

2
ln p(y = a) (8)

+
1

2
ln p(y = b)

とすることで，事後確率を用いて計算することが可能となる．

さらに，事後確率を DNN などの分布の形状を明示的に仮定

しない識別モデルにより計算する．これにより陽にそれぞれ

音響イベントにおける特徴量の分布の形を決定することなく，

Bhattacharyya距離の計算が可能となる．

データ集合を X = {x1,x2, . . . ,xL},Y = {y1, y2, . . . , yL}
とすると，

BD(a, b) = − ln
1

L

∑
l

√
p(yl = a|xl, θ)p(yl = b|xl, θ)

+
1

2
ln

1

L

∑
l

p(yl = a) (9)

+
1

2
ln

1

L

∑
l

p(yl = b)

として計算することができる．なお，ここで θ は識別モデルの

パラメータであり，例えば，以下のクロスエントロピー基準に

より学習することができる．

θ̂ = argmin
θ

−
∑
l

p(ŷl|xl, θ) ln q(yl|xl, θ) (10)

4. 言語識別への応用

識別的アプローチによって推定された Bhattacharyya 距離

の言語識別への応用を考えた場合，数発話のような少量のデー

タから推定する必要が往々にして生じる．しかし，データが少

量の場合，その発話に対応する DNNを学習することは困難で

ある．識別モデルの性質上，特徴量空間をそれなりの精度で埋

める必要がある．そのため，本来有意に発生するであろうラベ

ルが，その少量のデータ中に発生しなかった場合，式 (9)によ

る Bhattacharyya距離の計算は大きく誤ることが予想される．

これは音響イベントを音素ラベル等で考えた場合，発話内容に

よっては発声されない音素があることは容易に想像がつく．ま

た，仮に DNNが正しく学習された場合においても，観測特徴

量は発話内容によって偏りが生じるため，事後分布の全積分自

体が誤ると想定される．そこで，これらの問題を回避するため

に，DNNの適応とサンプリング法を導入する．あらかじめ大量

のデータによりグローバルな DNNを学習しておき，これを入
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図 2 SAT-DNN.

力発話によって適応することで少量のデータでも頑健に DNN

パラメータの推定を行うことができる．また，サンプリングに

より発話内容に依存せずに特徴量空間全体からデータ集合を生

成することが可能となる．

言語識別システムの概要を図に示す．前提条件として多言語

のデータには音素ラベルが付与されておらず，音素ラベルが付

与されているデータは一部の言語のみである．まず，複数言語

のデータを用いて学習された I-vectorモデルにより，観測発話

に対する I-vectorを計算する．その後，I-vectorを用いること

で，観測特徴量から音素を識別するニューラルネットワークの

発話適応を行う．なお，適応に用いるベースとなるニューラル

ネットワークは，音素ラベルが存在する 1つの言語のデータの

みを用いて学習したものを用いる．その後，適応されたニュー

ラルネットワークを用いてサンプリングにより音素間の分布間

距離を推定し，構造的表象を構築する．これを特徴量として

I-vectorと連結しロジスティック回帰により言語識別を行う．

4. 1 DNNの適応

DNN の発話適応は，I-vector 自体が言語識別に用いられる

特徴量であるため，Miaoらの I-vectorを用いた適応法である

SAT-DNN を利用する [8]．この手法は，通常の DNN の入力

に I-vectorからのニューラルネット出力を足し合わせることに

よりモデル適応を行う．SAT-DNNのモデル構造を図 2に示す．

SAT-DNN は MFCC などの特徴量 ot を入力として，ラベル

yt を

p(yt) = g(at) (11)

at = ot + f(is) (12)

として識別する．ただし，is は入力話者を表現する I-vectorで

ある．また，f(·), g(·)はそれぞれ，発話適応用の DNN，SAT

モデルの DNNを表す．

学習の際は，まず，グローバルな DNNを学習する．その後，

これを g(·) の暫定値とし，g(·) のパラメータを固定したまま
back-propagationにより f(·)を学習する．その後，逆に f(·)
のパラメータを固定して，g(·)のパラメータを更新することで，
SATモデルが学習される．この枠組みにより学習することによ

り，認識時は，各入力発話に対応する I-vectorを入力すること

で入力層の対してバイアス適応の形で発話適応が可能となる．

なお，当然ながら DNNの学習には音素ラベル，もしくは音

素状態ラベルが必要となる．不特定多数の言語に対して共通の

音素ラベルを用意することは困難であるため，DNNは音素ラ

ベルの存在する 1言語の音声のみによって学習を行う．

4. 2 発話適応DNNを用いた

Bhattacharyya距離の計算

式 (9)を発話適応により得られた DNNモデルパラメータ θc

により計算することで，安定した事後確率の計算が可能となる．

しかし，観測発話のデータ数が少ないという問題は依然として

残る．そのため，データの偏りによって，特徴量空間全体に対

する全積分を計算する必要のある分布間距離推定は計算するこ

とができない．．そこで，話者非依存な分布，もしくはそれを基

に適応を行った分布を用いて，特徴量空間をサンプリングする

ことによりこれを回避する．式 (9)をベースとして，分布間距

離を
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BD(a, b)=ln
1

N

∑
l

√
p(yn = a|xn, θc)p(yn = b|xn, θc)

+
1

2
ln

1

L

∑
l

p(yl = a) (13)

+
1

2
ln

1

L

∑
l

p(yl = b)

として推定する．ただし，{xn}はDNNの学習に用いたデータ

と同じ言語のデータによって構築されたUBM，もしくはUBM

を基に発話適応を行った GMM より得られるサンプル集合で

ある．

xn ∼ GMM(ϕglobal) (14)

or

xn ∼ GMM(ϕc) (15)

また，事前分布 p(a), p(b)は，グローバルな DNNを学習し

た際の学習データ中の出現頻度により近似する．これは，話者

により音素の発生頻度が大きく異なることはないという仮定に

基づく．言語によって音素の発生頻度自体は変化すると考えら

えるが，DNNは英語音声のみで学習しているため，アンカー

モデルとして機能すると考えられるため，事前分布 p(a), p(b)

は全ての話者で英語の出現頻度を共通として用いた．なお，こ

れは DNNを音響モデルとして利用する場合に用いられる近似

と同じである．

p(a) =
1

L

∑
l

p(yl = a) (16)

p(b) =
1

L

∑
l

p(yl = b)

ただし，サンプリングにより計算する都合上，周辺分布と事

前分布との誤差により推定された Bhattacharyya 距離が負の

値となる場合があるため，注意が必要となる．

4. 3 構造的表象と言語識別

提案手法により推定した分布間距離によって構築した構造的

表象と I-vectorを連結したものを特徴量とし，ロジスティック

回帰により言語を識別する．音声の構造的表象は，分布間距離

を特徴量として利用する手法の一つである．性別や年齢などの

話者性の変換は，ケプストラム空間上におけるアフィン変換と

対応している．構造的表象は音響イベントの分布間距離を用い

て定義されるケプストラム空間上の構造体である．各音響イベ

ントの分布をガウス分布によりモデル化することで分布間距離

はアフィン変換不変となる．そのため，構造的表象を特徴量と

して用いることで，話者性などに起因するバラツキに対して頑

健なシステムを構築することが可能となる．

さて，提案手法により識別的に推定された分布間距離を用い

て構造的表象を構築する．前述のように I-vectorを用いること

によって DNNのモデル適応を行うため，I-vectorを計算でき

さえすれば観測発話中に全音素が出現する必要なく，入力発話

から式 (13)により全音素間の Bhattacharyya距離を計算する

ことができる．従って，DNNにより推定する音素数をK とす

ると，最終的に観測発話から得られる Bhattacharyya距離は自

表 1 The number of utterances of each language in train/test set.

Language Test set Train set

Arabic 240 906

Bengali 240 200

Chinese 1194 3577

English 720 5739

Farsi 240 717

German 240 970

Hindustani 720 1135

Japanese 240 2050

Korean 240 1655

Russian 480 440

Spanish 720 3007

Tamil 480 1237

Thai 240 200

Vietnamese 480 707

身との距離を除けば，常にK(K − 1)/2次元となり，それぞれ

の次元の持つ意味は必ず対応が取れている．ガウス分布により

各音素の分布をモデル化した場合，構造的表象はアフィン変換

に不変であり，話者性の変化に対して頑健である．これは特徴

量の分布の形状が，変換による前後で共にガウス分布であると

いう仮定に基づく．しかし，DNNにより特徴量分布の形を陽に

決定せずに Bhattacharyya距離を式 (13)を用いて計算した場

合，DNNが精確に特徴量空間の対応を学習できたと仮定する

と，あらゆる全単射である変換に対して不変となると考えられ

る．そのため，理想的には全ての発話に対して Bhattacharyya

距離は等しくなる．

しかし，言語によって音素が異なるため，DNNは音素ラベ

ルの存在する言語のみにより学習する．この際，言語によって

I-vectorが学習に用いた言語のもつ I-vectorと比較して大きく

異なる場合，DNNが正しく適応できない．これによって適応

後の DNNが想定する入力特徴量の分布が実際の分布から大き

く崩れること想定される．この適応後のモデルを用いてサンプ

リングにより得た事後確率で構造的表象を構築した場合，本来

観測特徴量に対して不変である構造が，逆に発話によっては異

なる構造に変換される．つまり，学習に用いた言語をアンカー

とした特徴量が生成されることが期待できる．

5. 言語識別実験

LRE07データベースをベースとして言語識別実験により提案

法の有効性を評価した．I-vectorの学習は，LRE03，LRE05，

LRE07の学習セットを用いて行った．各言語の学習データ，評

価データ中の発話数を表 1 に示す．学習データ中の言語は英

語が最も多いため，DNNの学習データは英語のデータである

WSJ を用いて学習した．また，サンプリングに用いる UBM

もWSJ を用いて学習した．評価は LRE07 のテストセットを

用いており，識別対象は学習データ中の言語数と同じ 14言語

である．なお，言語クローズドセットであるため，評価セット

中に未知の言語は存在しない．

DNNの入力特徴量はMFCC12次元と C0の計 13次元を当
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図 4 Experimental results ( Cavg % )

該フレームとその前後 5フレームの計 11フレーム連結したも

のを用いた．DNNは各層の初期値を RBMにより学習し，中

間層の層数は 6層，話者適応に用いるネットワークは中間層が

4層に設定した．また各層のノード数は全て 1024としている．

サンプリングに用いる UBMの混合数は 1024とし，サンプリ

ングにより出力するデータは各発話毎に 10, 50, 100, 1000 サ

ンプルの 4通りを用意した．

ベースラインとサンプリング数毎の提案手法の識別実験結果

を図 3，4に示す．ベースラインは I-vectorのみで識別したも

のであり，提案法はそれぞれのサンプリング数から計算された

分布間距離により得られる構造的表象を I-vectorと連結したも

のを用いたものである．なお，Cavg は LREタスクで採用され

ている評価指標である．

Cavg =
1

NL

∑
LT


CMissPTargetPMiss(LT )

+
∑

LN
CFAPNon−Target

×PFA(LT , LN )

+CFAPOut−of−SetPFA(LT , LO)

 (17)

LRE07 の場合，CMiss = CFA = 1.0 であり，PTarget = 0.5

である．なお，言語クローズドセットを用いた評価であるため，

POut−of−Set = 0としている．また，PNon−Target は

PNon−Target = (1− PTarget − POut−of−Set)/(NL − 1)

(18)

として計算することができる．また，Duration は観測発話の

秒数を表しており，秒数が短いほど難しいタスクとなる．

結果により，サンプリング数が少ない場合はベースラインと

比較して認識誤りが増加してしまう．これは，サンプリング数

が少ない場合，特徴量空間全体に対しサンプルの偏りが生じて

しまうため，分布間距離の推定が誤るためと考えられる．しか

し，サンプリング数が 100程度あれば提案法によって認識誤り

を低下することが可能となる．特に，サンプリング数が 1000

の場合，ベースラインのシステムと比較して 10.85%の認識誤

り率の削減が可能となった．

6. ま と め

本稿では，識別モデルを利用した分布間距離推定法を提案し

た．また，実際の利用としてはデータ数が限られた場面での分布

間距離の推定が必要となる．そのため，言語識別タスクを挙げ，

分布間距離である Bhattacharyya距離を少量のデータから識別

的に推定する手法について述べた．言語識別実験により，ロジ

スティック回帰の入力特徴量として I-vectorに Bhattacharyya

距離により得られた構造的表象を連結したもので認識を行った

ところ，I-vector単体と比較し認識率の向上が確認できた．
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