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1 はじめに
近年，スマートフォンなどの普及により，雑音環境
下の音声認識の機会が増えている．ところが，雑音に
よって歪められた音声は，クリーンな音声を用いて学
習した音響モデルとのミスマッチを生じ，認識精度を
著しく低下させる．そのため，これまで様々な領域に
おいて多くの耐雑音手法が提案されている．例えば，
単純な処理で良い効果を得られるスペクトルサブトラ
クションなどがある [1]．それらの中でも，統計モデル
に基づいた特徴量変換は高い性能を示し，特に注目さ
れている．これらの手法は，音声特徴量の統計的性質
を混合正規分布 (GMM:Gaussian Mixture Model)な
どでモデル化し，それを用いて特徴量変換する．代表
的なものとして，雑音付加音声の特徴量の確率分布を
GMMで学習し，クリーン音声と雑音付加音声の対か
ら変換関数を学習する SPLICE(Stereo-based Piece-
wise LInear Compensation for Environments)[3]，ク
リーン音声特徴量の確率分布をモデル化した GMM
と，推定された雑音特徴量からベクトルテーラー展
開 (Vector Taylor Series: VTS)を用いて特徴量を変
換する手法 [4]などがある．これらの手法は，実験に
おいてその高い性能を検証されている．
しかし，VTSを用いた手法や SPLICEにもいくつ
かの問題がある．まずVTSを用いた手法は，対数ス
ペクトルなどの特徴量に対して導入した場合は計算
量が低く抑えられるが，MFCCなどに導入した場合
では多くの計算量が必要になり現実的でないという
問題がある．一方 SPLICEは，変換関数を学習した
雑音環境と入力音声の雑音環境が似ていることを暗
に仮定しており，未知の雑音環境下においては十分な
性能を発揮することが保証されていないという問題
がある．
これらの問題を解決するために著者らは，主成分分
析に基づいた SPLICEの改善手法，Eigen–SPLICE
を既に提案している [5]．これは，変換関数を発声毎
に適応することで，未知の雑音環境下においても高
い性能を発揮するものである．しかし，この Eigen–
SPLICEは適応の際に，入力音声の始端前と終端後
は雑音のみの区間であるという仮定を設け，擬似的な
パラレルデータを作成する必要があった．そこで今回
は，声質変換の分野で広く用いられている，擬似パ
ラレルデータ無しで変換関数の適応が可能な，Joint
Vectorの GMMを用いた手法を，雑音環境下におけ
る特徴量強調法として導入することを試みる．
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2 Joint GMM を用いた特徴量変換
この節では，本研究のベースとなった Joint GMM
を用いた特徴量変換手法 (以下 J-GMM 法と記述)[7]
について説明する．この手法は，まず学習データ中
の入力特徴量と出力特徴量を連結することで Joint
Vectorを得る．次に，得られた Joint Vectorの確率
分布を GMM を用いてモデル化する．これを Joint
GMMと呼び，その平均や分散共分散行列などのパ
ラメータを用いて，与えられた入力特徴量を所望の
特徴量に変換する．この細かい手順について雑音環
境下における音声特徴量強調の枠組みとして，以下
述べていく．

2.1 パラレル学習
まず，Joint GMMの学習について述べる．ここで
は，tフレーム目 (最大 T まで)の入力の雑音付加音
声の特徴量を yt，出力のクリーン音声特徴量を xtと
記述する．まず，クリーン音声特徴量とそれに雑音が
付加された雑音付加音声の特徴量を対応するフレー
ム毎に連結し，Joint Vector

[
xT

t ,yT
t

]T を作成する．
但し，Tは転置を表す．次に得られた Joint Vectorを
用いて，結合確率密度 p (xt,yt|λ)をGMMとして学
習する．

λ = argmax
λ

T∏
t=1

p (xt, yt|λ) . (1)

ここで，λは GMMのパラメータを表し，学習には
EM アルゴリズムを用いる．GMM としてモデル化
しているので，結合確率密度は以下のように表現さ
れる．

p (xt,yt|λ) =
S∑

s=1

αsN (xt, yt; µs,Σs) ,

µs =

[
µx

s

µy
s

]
, Σs =

[
Σxx

s Σxy
s

Σyx
s Σyy

s

]
. (2)

ここでN (xt,yt; µs,Σs)は，平均・分散共分散がそ
れぞれ µs・Σsとなる正規分布であり，s は正規分布
のインデックスを表している．また，αs は s番目の
正規分布の重みを表す．
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2.2 最尤変換
J–GMM法では，下記の尤度関数の最大化基準に
基づき，変換を施す．

p (xt|yt, λ) =
S∑

s=1

p(s|yt,λ)p(xt|yt, s,λ), (3)

t フレーム目における p(s|yt, λ) および
p(xt|yt, s, λ) は以下のようになる．

p(s|yt, λ) =
αsN (yt; µy

s ,Σyy
s )∑S

i=1 αiN (yt; µ
y
i ,Σyy

i )
, (4)

p(xt|yt, s,λ) = N (xt;Et(ms), D(s)) , (5)

ただし，

Et(s) = µx
s + Σxy

s Σyy−1

s (yt − µy
s) , (6)

D(s) = Σxx
s − Σxy

s Σyy−1

s Σyx
s . (7)

所望のクリーン音声の特徴量は以下のように求めら
れる．

x̂t = argmax
x

S∑
s=1

p(s|yt, λ)p(xt|yt, s, λ). (8)

これから出力される特徴量は，

x̂t =
S∑

s=1

p(s|yt,λ)
{

µx
s + Σxy

s Σyy−1

s (yt − µy
s)

}
(9)

のように推定される．

3 主成分分析を用いた改良
以上のような J-GMM法を主成分分析を用いて，変
換方法を適応できるように改善する手法について説
明する．これは多対一の声質変換を可能にする固有
声に基づいた声質変換手法 (Eigenvoice Conversion:
EVC)[6]を雑音環境下の音声特徴量強調に導入した
ものである．
この手法は，まず全学習データを使って特定の雑音
環境に依存しない汎用的な Joint GMMを学習し，次
に特定の雑音環境のデータのみを用いて，その環境
に適するような Joint GMMへとパラメータを再学習
する．その後，再学習したパラメータを連結し，雑音
の種類数と同じだけの Super Vector を作成する．得
られた Super Vectorに主成分分析を施し，高次元の
Joint GMMのパラメータを低次元の重みベクトルで
表現できるようにする．その結果，未知の雑音環境
下であったとしても，低次元の重みベクトルを推定す
るだけで Joint GMMを適応することが可能になる．
この Eigen Joint GMMを用いた特徴量変換手法を，
以下 E-J-GMM法と記述し，その手順について詳し
く説明していく．

3.1 事前の学習
まず，学習データ中の全種類の雑音環境のパラレル
データを用いて，環境非依存の Joint GMM，λ0のパ
ラメータを学習する．その後，雑音のタイプや SNR
の異なる雑音環境毎の学習データを用いて，λ0を環
境 eに適した λeへ再学習する．この際，平均ベクト
ル µy のパラメータのみを再学習する．次に，環境依
存 λe の平均ベクトル µye

s を連結し，以下のように
Super Vector SV e を作成する．

SV e =
{

µye

1 , · · · , µye

s , · · · , µye

S

}
. (10)

得られた複数の Super Vetorsに対して主成分分析を
施すことで，Super Vectorの主成分行列 PCm とバ
イアスベクトルBV を得る．

BV = {b1, · · · , bs, · · · , bS}, (11)

PC1 = {c1
1, · · · , c1

s, · · · , c1
S},

...

PCM = {cM
1 , · · · , cM

s , · · · , cM
S }. (12)

ただし，mは主成分のインデックスであり，M は用
いる主成分の数である．

3.2 変換
これら BV , PC を用いて，ある環境 e に適する

Joint GMMの平均ベクトルは，重みベクトル w に
よって下記のように記述できる．

µe
s = Bsw + bs,ただし

Bs = {c1T
s , · · · , cMT

s } (13)

つまり，この Joint GMMを用いた変換は下記のよう
になる．

x̂t =
∑

s

p(s|yt,λ
e)

{
µx

s + Σxy
s Σyy−1

s (yt − Bsw − bs)
}

. (14)

3.3 入力環境への適応
次に，教師なしで入力雑音環境に適する重みベク
トルwを決定する手順について説明する．推定では，
以下の最尤推定を行う．

ŵ = argmax
w

∫
p(x, y(IN)|λe)dx, (15)

= argmax
w

p(y(IN)|λe). (16)

ただし，y(IN)は入力未知環境の雑音付加音声特徴量
の系列を表し，．このとき以下の関数を繰り返し最大
化することによって，教師なしで重みベクトルを推定
することができる．

Q(w, wnew) =
T∑

t=1

S∑
s=1

p(s|y(IN)
t , λe) log p(s|y(IN)

t , λe new) (17)
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更新式は以下のようになる．

wnew=

{
S∑

s=1

γ
(IN)
s BT

s Σyy−1

s Bs

}−1S∑
s=1

BT
s Σyy−1

s y
(IN)
s (18)

ただし，

γ
(IN)
s =

T∑
t=1

p(ms|y(IN)
t , λe) (19)

y
(IN)
s =

T∑
t=1

p(ms|y(IN)
t , λe)

(
y

(IN)
t − bs

)
(20)

なお，最初の事後確率を求める際には，環境非依存
のλ0のパラメータを用いる．E–J–GMM法の概要を
Fig. 1に示す．

4 Eigen–SPLICE

この節では，著者らが既に提案している Eigen–
SPLICEについても簡単に説明しておく [5]．Eigen–
SPLICEは，従来の SPLICEを主成分分析によって
改良したものである．これは，J–GMM法を主成分
分析によって E–J–GMMに改良したものと対応して
いる．しかし，E–J–GMM法と違い，Eigen–SPLICE
は変換関数を適応するためには，入力音声の始端前
と終端後が雑音のみの区間であるという仮定を設け，
擬似パラレルデータを作成する必要がある．その一方
で，E–J–GMM法とは異なり，Eigen–SPLICEは適
切な重みを繰り返し計算ではなく，擬似パラレルデー
タを用いて解析的に求めることができる．

x̂ =
∑

s

p(s|y, λy) (Asy + rs) , (21)

従来の SPLICEは上記の式のような方法で特徴量変
換する．ここで，λy は雑音付加音声の特徴量の確率
密度を GMMでモデル化したもので，As, rs はそれ
ぞれ事前に学習した変換行列と補正ベクトルである．
これを J–GMM法をE–J–GMMに改良したのと同様
の手順で主成分行列とバイアスベクトルを得て，下
記のように重みベクトルwで表現できるように改良
する．

x̂t =
∑

s

p(s|yt,λ
y) (Asyt + Bsw + bs) . (22)

詳しくは [5]を参照されたい．

5 実験
それぞれの手法の性能を比較するために，雑音環境
における音声認識用のデータベース AURORA–2[8]
を用いて以下のような実験を行った．

5.1 実験条件
まず，AURORA–2 の train セットの 4 タイプ

(Subw., Babble, Car, Exhibit) × 4SNR(5, 10, 15,

λ0

λ1 λ2 λE

SV 1 SV 2 SV E

λnew

1st 2nd E th

clean speech 

training noisy speech

Super Vector

1. Train environment independent GMM

2. Retrain environment dependent GMMs

3. Conduct PCA

Principal components
and bias vector

input noisy speech

4. Estimate weight vector
and make new GMM

parallel data

Fig. 1 Overview of Eigen Joint GMM method

Table 1 Word recognition accuracies [%] in the
four cases of (a) no enhancement, (b) Joint GMM
method, (c) Eigen Joint GMM method, (d) SPLICE
and (e) Eigen-SPLICE

(a) (b) (c) (d) (e)
test A 51.45 77.34 76.97 78.02 81.86
test B 44.86 77.60 78.68 77.87 81.28

20[dB])計 16雑音環境すべてを使って，雑音環境非
依存の Joint GMM λ0 を学習する．次に，それぞれ
の雑音環境のデータを用いて再学習を行い，雑音環境
毎の λe を得る．その後，µy

s のスーパーベクトルを
構成し，主成分分析を施し，主成分とバイアスベクト
ルを得る．そして，AURORA–2の testセットに対
して認識実験を行った．test Aセットは trainセット
と同じ種類の雑音環境で，test Bセットは trainセッ
トにはない種類の雑音 (Rest., Street, Airport, Sta.)
が収録されている．つまり，test Bセットは学習環境
とは異なる，未知の雑音環境である．
今回，E–J–GMM法で用いる主成分の数は予備実
験において高い性能を示した 3とし，入力一発声毎
に 5回更新を繰り返すことで重みを推定した．簡単の
為，MFCC13次元に対して変換を行い，変換後の特
徴量からΔとΔΔを計算し，MFCC+Δ+ΔΔの 39
次元として認識した．認識用の音響モデルはクリーン
音声のみから学習し，1単語あたり 18状態，1状態
あたり 20混合の GMMを持つ単語 HMMを用いた．
また，GMMの混合数は 256混合とした．
また，比較対象の Eigen–SPLICEでは，雑音付加
音声特徴量のGMMの混合数は E–J–GMMと同様の
256，予備実験で高い性能を示した主成分数は 6，擬
似パラレルデータは 8発声分で，その他は同様の条
件で特徴量変換した場合の結果も示した．認識結果
は SNRが 0[dB]から 20[dB]のAccuracyの平均を用
いて評価した．

5.2 結果と考察
認識結果をTable 1に示す．また，test Bの詳細結
果についても Table 2に示す．
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Table 2 Word recognition accuracies [%] (a) with-
out enhancement, baseline, (b) with the Joint GMM
method, (c) with the Eigen Joint GMM mthod.

(a) Rest. Street Airport Station Avg.

20dB 90.16 94.63 86.88 88.18 89.96
15dB 71.31 84.59 66.39 69.01 72.83
10dB 44.77 59.90 40.42 42.77 46.97
5dB 10.51 31.08 11.08 15.82 17.12
0dB -15.2 11.24 -6.26 0.00 -2.55
Avg. 40.31 56.29 39.70 43.16 44.86

(b) Rest. Street Airport Station Avg.

20dB 98.07 96.70 98.33 98.09 97.80
15dB 96.53 93.26 95.94 95.90 95.41
10dB 89.75 83.10 90.49 89.39 88.18
5dB 75.04 59.22 71.37 72.69 69.58
0dB 42.46 28.93 37.76 39.06 37.05
Avg. 80.37 72.24 78.78 79.03 77.60

(c) Rest. Street Airport Station Avg.

20dB 98.56 97.40 97.55 98.18 97.92
15dB 97.67 95.92 95.38 96.39 96.34
10dB 91.19 89.33 90.01 89.17 89.92
5dB 77.22 66.87 72.83 67.42 71.09
0dB 46.70 32.32 41.46 31.97 38.11
Avg. 82.27 76.37 79.45 76.63 78.68

結果を見ると，単純な J–GMM法であったとして
も test Bセットで 77.60%の精度を示しており，やや
劣るものの従来の SPLICEと同程度の性能を発揮し
ている．つまり，声質変換の分野で用いられていた
Joint GMMの手法が雑音環境下における音声特徴量
強調にも導入できるということが言える．また，E–
J–GMM法は test Aにおいて J–GMM法と比較して
1.6%の誤り増加が見られたものの，未知の雑音環境
である test Bにおいては相対的に 4.8%の誤り削減が
見られた．しかし，Eigen–SPLICEが test Bセット
において SPLICEと比較して 15.4%の誤りの削減を
していることを考慮すると，改善の効果は限定的で
ある．

Eigen–SPLICEと違い E–J–GMM法では雑音付加
音声とクリーン音声とが GMMのインデックスを共
有しているため，事後確率 p(s|yt, λ

e)を求める際に
必要な GMMが，雑音の特性に基づいて学習されて
いないことが原因であると考えている．

6 まとめ
本論文では，声質変換で用いられている EVCを雑
音環境下における音声特徴量強調の分野にも導入し，
その性能を SPLICEなどの特徴量強調手法と比較し
た．この E–J–GMMの手法は，低次元の重みベクト

ルを入力の雑音環境に応じて適応することで，未知環
境においても高精度の特徴量強調を実現する．E–J–
GMM法は著者らが既に提案しているEigen–SPLICE
と比較して，発声の始端前と終端後が雑音のみの区
間であるという仮定を必要としないという利点があ
るものの，適応による性能向上は限定的である．今
回の結果により，仮定が妥当である場合においては，
Eigen–SPLICEの手法が E–J–GMM法よりも有効で
あるということが示された．
今後の展望としては，本報告で検証した特徴量変換
の枠組みがどのような特徴量に対しても導入可能であ
る利点を活かして，より耐雑音性の高いNoise Mean
Normarizationなどを特徴量に施すことを検討してい
る．また，特徴量強調の不確かさを認識段階で考慮す
るUncertainty Decoding[9]に，この主成分分析を用
いた特徴量強調を導入することも検討している．こ
れらの試みによって，より雑音に頑健な音声認識フロ
ントエンドが実現すると考えている．
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