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1 はじめに
声質変換は，入出力の対応関係を記述する変換モ

デルに基づいて，任意の文に対して入力音声の声質
を所望の声質へ変換する技術である．声質変換は，広
義には異なる二つの特徴量空間のマッピング技術と
考えられ，テキスト音声合成における話者性の制御
をはじめとして [1]，雑音環境下音声の音声強調や身
体運動から音声への変換など多岐にわたる応用が検
討されている [2, 3]．入出力の対応関係を記述する変
換モデルの構築に関しては，多くの手法が提案され
ている．そのなかでも統計的変換手法は盛んに研究
されており，コードブックマッピング法をはじめ [4]，
ニューラルネットワークを用いた手法 [5]や混合正規
分布モデル（GMM）に基づく変換法 [1, 6]など数多
く提案されている．その中でも GMMに基づく変換
法はその柔軟性から近年主流となっている．
しかし，変換モデルの構築の際には，基本的に同一

発話内容の入出力音声対からなるパラレルデータを
用いる必要がある．また，変換モデルの利用は学習時
の入出力話者対に限定される．すなわち話者性を柔軟
に制御することは声質変換における重要な課題とい
える．そのためには他の話者の音声データを事前知
識として用いることが有効と考えられ，上記のよう
なパラレルデータを必要としない手法もいくつか提
案されている [7, 8]．これらの手法は，結合確率密度
分布に含まれるパラメータを非パラレルデータを用
いて適応するアプローチとなっている． 一方，多数
の話者の音声データをより効果的に用いる手法とし
て，固有声変換法（Eigenvoice conversion; EVC）が
提案されている [9]．EVCでは，参照話者と多数の事
前収録話者との間の複数のパラレルデータを用いて，
固有声に基づく混合正規分布モデル（EV-GMM）を
構築する．複数のパラレルデータより得られた結合
確率密度分布から，事前収録話者の話者 GMMをそ
れぞれ抽出し，ガウス分布の平均ベクトルを連結し
た GMMスーパーベクトルを用いて話者空間を構築
する．話者認識の場合と同様に，任意の話者はこの話
者空間の一点で表され，基底に対する少数の重みパ
ラメータを推定することで，話者性を柔軟に制御す
ることができる．
しかし，GMMスーパーベクトルによる話者空間表
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現は，複数要因からの音響的な変動を一つの特徴量
空間に含んでいる．すなわち，GMMのガウス分布の
要素と平均ベクトルの次元が混在した高次の特徴量
空間となっている．本研究では，話者性を柔軟に制御
するという観点から，話者空間をテンソルで表現し
た一対多声質変換を提案する．提案法では，任意の話
者はスーパーベクトルではなく，行および列がそれぞ
れ GMMの要素と平均ベクトルに対応するような行
列の形で表現される．このような話者表現を用いる
ことで事前収録話者のデータセットが 3階のテンソ
ルで表現でき，テンソル解析を導入することで話者
空間を構築することができる．テンソル解析は複数
要因からの変動を適切に扱うことが可能であり [10]，
提案する話者空間表現による性能の向上が期待でき
る．また，本稿では一対多声質変換にテンソルを用
いた話者空間表現を導入するが，提案法は多対一声
質変換や話者認識にも応用することができる．また，
提案法は主に話者空間表現に着眼しているため，話
者正規化学習を用いた EVC [11]や非パラレルデータ
を用いた学習 [12]との統合も可能である．本稿では
提案法の定式化について述べ，従来の EVCと比較し
て提案法の有効性を示す．

2 固有声変換法（EVC）
2.1 固有声に基づく混合正規分布モデル
本章では，一対多 EVCについて概説する．今，参

照話者の音響特徴量をXt = [x!
t ,∆xt]!，s番目の事

前収録話者の音響特徴量を Y (s)
t = [y(s)!

t ,∆y(s)!

t ]!

と表す．ただし ! は転置を表す．ここで，音響特徴
量は D 次元の静的および動的特徴量を結合した 2D

次元の音響特徴量となる．参照話者と事前収録話者
の結合確率密度は，EV-GMMとして以下のようにモ
デル化される．
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ここでN (x; µ,Σ)は，平均ベクトルを µ，分散共分
散行列をΣとする正規分布を表す．m番目の要素の



重みは αm で表し，混合数をM とする．EV-GMM
では，S人の事前収録話者を利用して，出力話者の平
均ベクトル µ(Y )

m をバイアスベクトル b(0)
m とK(< S)

個の表現ベクトルの線形結合で表す．このとき，出力
話者の話者性はK次元の重みベクトルw(s)で制御で
きる．すなわち話者空間がK 個の基底スーパーベク
トルB = [B!

1 , B!
2 , . . . ,B!

m]! ∈ R2DM×K とバイア
ススーパーベクトル b =
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∈

R2DM×1 によって構築される．

2.2 EVCにおける話者空間構築
主成分分析（PCA）に基づいて，EV-GMM を構

築する場合，最初に出力話者非依存の GMM（TI-
GMM）を，全ての参照話者と事前収録話者とのパ
ラレルデータを用いて学習する．次に，対応するパ
ラレルデータを用いてTI-GMMの出力話者の平均ベ
クトルを更新することで，話者依存のモデルを得る．
話者空間の特徴量ベクトルとして，事前収録話者の
GMMの各要素の平均ベクトルを連結し，スーパー
ベクトルを生成する．得られたスーパーベクトルを
用いて PCAを行うことで，バイアスベクトル bと表
現ベクトルB を得ることができる．

2.3 EV-GMM の教師なし適応
任意の話者に対する EV-GMMは，出力話者の音

声データを用いて，最尤基準に基づいて重みベクト
ルw を推定することで適応できる [9]．今，出力話者
の音響特徴量系列を Y (tar)とすると，wは以下のよ
うに推定できる．

ŵ = argmax
w

∫
P (X, Y (tar)|λ(EV ), w)dX (3)

EMアルゴリズムを用いて，下記の更新式を得る．
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式 (4) はおよそ話者空間の基底ベクトルへの射影重
みを推定していることに相当する．なお，式 (6) の初
期化に際しては，TI-GMMを用いる．適応後のパラ
メータ生成については [13] と同様である．

3 話者空間のテンソル表現
3.1 多重線形解析
本章では，提案するテンソル解析に基づく話者空

間の構築について述べる．まず，提案法に関連する多
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Fig. 1 I1 × I2 × I3 テンソル A の平坦化

重線形解析について説明する [14]．テンソルは，行列
表現を一般化した多次元配列表現である．テンソルに
おける個々のインデックスはモードと呼ばれる．今，
A ∈ RI1×I2×I3 を 3階のテンソルとする．一般に高
階のテンソルは Fig. 1に示すようなモード nの平坦
化操作によって行列の形で表現できる．モード nの
平坦化では，モード nのインデックスに沿うように
テンソルをスライスし，行列の形に連結する．この平
坦化操作を用いることで，テンソルと行列の間の積
を定義できる．モード n積はA = G ×n Bと表現し，
モード n の平坦化行列を用いて A(n) = B · G(n) の
ように演算できる．
行列代数において最も重要な演算として特異値分

解（SVD）がある．ここで，行列は 2階のテンソル
と見なすことができ，A の特異値分解は，モード n

積を用いて以下のように表される．

A = USV ! = S ×1 U ×2 V (7)

この SVDの表現を高階テンソルに拡張することで，
テンソルに対する下記の分解を得る．

A = S ×1 U1 ×2 U2 ×3 U3 (8)

行列の SVDと異なり，ここで U1, U2およびU3が
直交行列の場合，テンソル S は密なテンソルとなる．
このとき式 (8) を高階特異値分解または Tucker 分解
とよぶ [14, 15]．PCA はデータ行列に対する SVD と
見なせるため，データテンソルを導入した場合，特徴
空間の構築は Tucker分解によって拡張できる．

3.2 Tucker分解による話者空間の構築
Tucker分解に基づいて話者空間を構築するため，各

事前収録話者をM × D′ の行列で表現する [16]．こ
こで M は混合数であり， D′ = 2D とする．まず
はじめに全データ行列の平均を求め，バイアス行列
b′ =

[
b(0)
1 , b(0)

2 , . . . , b(0)
m

]!
とする．これを各事前収

録話者の行列からあらかじめ減算しておく．ここで事
前収録話者の話者数を S とすると，話者空間を構築



するデータセットは 3階のテンソルM ∈ RM×D′×S

で表される．このデータテンソルを Tucker 分解する
と以下のように表される．

M = GM×D′×S ×1 U (M) ×2 U (D′) ×3 U (S) (9)

ここで，U (M) ∈ RM×M , U (D′) ∈ RD′×D′
, U (S) ∈

RS×S である．これらの行列は，それぞれ GMMの
混合要素，平均ベクトルの次元，話者インデックスの
効果を捉えており，テンソル G がこれらを統合して
いる．ここで，第 3モードのインデックスを固定する
ことで，話者 nを表す行列を表現することができる．

µ(n) = G ×1 U (M) ×2 U (D′) ×3 U (S)(n, :) (10)

式 (10)から，話者空間の基底として複数の候補が考
えられるが，本研究では [16]と同様に以下のように
グルーピングする．

µ(n) =U (M)
{
G ×2 U (D′) ×3 U (S)(n, :)

}!
=U (M)W!

n

(11)
ここでU (M)を基底とし，W n∈RD′×M を重み行列
とする．次元圧縮の観点から，基底を縮約すること
で，任意の話者は以下のような行列で表される．

µ(new) =U (M)W!
(new) + b′ (12)

U (M)∈RM×K(K ≤ S), W (new)∈RD′×K はそれぞ
れ，表現行列および重み行列となる．ゆえに提案法
では，K次元の重みベクトルを推定するEVCと異な
り，D′ × K の重み行列を推定することになる．

[16] では，最小平均二乗誤差に基づく適応アルゴ
リズムが提案されているが，本研究では最尤基準を
導入し，以下の更新式により重み行列を推定する．

vec(W )=

[
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m U!

mUm ⊗ Σ(Y Y )−1

m

]−1
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Um = U (M)(m, :) ∈ R1×K (15)

ここで，vec() は行列を列ベクトルに展開する演算子
である．式 (4) と比較すると，基底の組み合わせは異
なるものの近い形をしている．しかし EVCでは K

個のパラメータを推定するが，提案法ではD′×K 個
のパラメータを推定することになり，提案法はより柔
軟にデータに対して適応しうると考えられる．

4 実験
4.1 実験条件
提案手法の有効性を確かめるため，一対多声質変

換の実験を行った．参照話者としてATR日本語音声
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Fig. 2 客観評価実験結果; 提案法の () は最適な K

を表す．

データベース [17] から男性 1 名のデータを用いた．
また事前収録話者として JNAS から男性話者 137名，
女性話者 136名の計 273名の発声を用いた [18]．各
事前収録話者は 50文を読み上げている．評価対象話
者として男女 3名ずつを選んだ．適応文数を 1文か
ら 16文で変化させ，各話者 21文を評価に用いた．
スペクトル特徴量として，STRAIGHT分析に基づ

くスペクトルから得られた 24次のメルケプストラム
を用いた [19]．STRAIGHTによる合成に用いる非周
期性指標については全周波数において-30 dBとした．
パワーおよび基本周波数については平均と標準偏差
を考慮した単純な線形変換によって変換した． また
GMMの混合数（M）は 128とした．
変換性能について，提案法に基づく一対多声質変

換および一対多 EVCを比較した．また参考として従
来のパラレル学習に基づく声質変換の性能について
も検証した [13]．なお本研究では話者適応学習は導入
しなかった．

4.2 客観評価実験
メルケプストラム歪みに基づく客観評価の結果を

Fig. 2 に示す．Fig. 2は適応データ数に対するメルケ
プストラム歪みの変化を示している．従来のパラレル
学習の結果は，それぞれのデータ数で最適な混合数
を選択している．適応データ数が少ない場合は提案
法，EVCともに従来のパラレル学習の結果を上回っ
ている．すなわち事前収録話者のデータが効果的に
作用しているといえる．提案法は，いずれの適応文
数でも EVCの性能を上回っている．これは提案する
話者空間表現がスーパーベクトルによる表現に比べ
て，より声質変換において有効であるといえる． ま
たEVC ではいずれの適応文数でも全ての表現ベクト
ルを使用するのが最適となった．一方，提案法では，
最適な表現行列のサイズは元の混合数よりも小さく
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Fig. 3 主観評価実験結果

なっており，また適応文数が少ない場合はK が小さ
くなっている．すなわち提案法は，話者空間を効果的
に表現しているといえる．

4.3 主観評価実験
聴取実験により変換音声の自然性と話者性につい

て評価した．被験者は 8名で，自然性の評価には一対
比較法，話者性の評価にはRAB法を用いた．一対比
較法では被験者は 2種類の変換音声を聴取し，どち
らの音声がより自然かを評価した．RAB法では，2
種類の変換音声を目標話者の参照音声の後に提示し，
どちらが参照音声に近いかを評価した．各被験者は
ランダムに選ばれた 36文を評価した．

Fig. 3 に主観評価実験の結果を示す．適応文数が 2
文の場合は，提案法，EVCともに従来のパラレル学
習より自然性が向上していることがわかる．EVCと
提案法を比較すると適応文数が 16文の話者性評価を
除いて，提案法が EVCと同等か若干よい性能が得ら
れることがわかる．

5 おわりに
本稿では，話者空間のテンソル表現を用いた声質

変換における適応手法を提案した．提案法では各話
者を行列の形で表現し，事前収録話者のデータテン
ソルに対してテンソル解析を適用することでより柔
軟に話者を表現することが可能となる．今後の課題
として，話者適応学習や非パラレルデータの利用等，
他の有用な手法と提案法を統合することが上げられ
る．またテンソルの基底と重みの選択についても検
討の余地がある．また表現行列のサイズの最適化に
ついても検討していく予定である．
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