
GMM-HMMからDNN-HMMへ
GMM-HMMとは？
隠れマルコフモデル
時系列データの統計モデル
個々のデータを生成する情報源（分布＝状態）を考え，（音声
認識の場合は）left-to-right の状態列（＝分布列）を想定する
モデルを固定すると（与えられると），そのモデルからどのよ
うな時系列データが生成されやすいのか，の確率を与える
P( O | M=m )，分布としては Gaussian Mixture Model を使う
ある o に対する確率を計算できる P( O=o | M=m )
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2.2.3 音 響 モ デ ル

( 1 ) 隠れマルコフモデル DP マッチングにおける単語テンプレートは，

その単語を発声した特徴ベクトル時系列であった。これでは，時間方向の変動

も，周波数方向の変動に対応できておらず，変動に対して脆弱な音響モデルと

なっている。このような変動を内包した確率モデルとして，隠れマルコフモデ

ル（hidden Markov model, HMM）が標準的な技術となっている。

時刻 tの観測信号 otの出現確率が，有限個の過去の観測信号にのみ依存する

場合，これをマルコフ過程と呼ぶ。m個の観測信号に依存する場合をm重マ

ルコフ過程，ot−1 のみに依存する場合を単純マルコフ過程と呼ぶ。

観測信号とは別に状態という概念を導入し，個々の観測信号は各状態からの出

力結果であるとする。このような状態の集合 {Si}を考え，観測信号列は，状態

を遷移する過程が出力した結果であると解釈する。状態 Siは確率分布 P (o|Si)

を有し，これが Siの出力傾向を規定する。すなわち otの出現確率は，マルコフ

過程とは異なり，時刻 tにおいて滞在している状態によって規定される†。この

ようなモデルを考えると，信号系列 o1, o2, ..., oT が観測されても，それを生成

可能な状態系列は複数あることとなり，状態遷移の様子を一意に決定すること

はできない（出力信号付きの非決定性オートマトン）。状態が隠れているため，

このモデルを隠れマルコフモデルと呼ぶ（図 2.16）。

図 2.16 left-to-right 型の隠れマルコフモデル

† 別の言い方をすれば，過去の観測信号系列の情報が，現在の状態に集約されると解釈す
ることもできる。隠れマルコフモデルは m 重マルコフモデルを包含している。



GMM-HMMからDNN-HMMへ
NN（Neural Network）とは？
正確にはANN（=Artificial Neural Network）
ニューロンの結合パターンとそれによる情報伝搬のモデル
ニューロンモデル
入力ベクトルの各次元に重みを掛け，バイアス項を足しあわせたもの
を（非線形）関数 f を通して出力とする。
ある層の出力をベクトルとして考えると，重みを掛ける演算は行列演
算となる。                             その後          の各要素を f に通す。

https://thinkit.co.jp/article/30/2/ http://www.lab.kochi-tech.ac.jp/future/1110/okasaka/neural.htm
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NNを分類器として使う，とは？
特徴ベクトルを入力として，出力はクラス事後確率とするNN
文字認識，数字認識，音素認識，などなど
NNへの入力　に対して出力が　　　　となるよう，NNを学習
出力が離散確率分布になるように学習する，とは？
最終層の関数 f として，softmax 関数を使うことが多い。

NNに対してDNNとは？
中間層の数を増やしたもの
最近では数十層という実装もある
従来は総数を増やすと学習が困難で
あったが，それを解決する方法が提案
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GMM-HMMからDNN-HMMへ
音声特徴をDNNに入れるとどうなる？
音素事後確率の推定器として機能
 
音素 HMM は全種類の音素に対して，数千の状態を用意し，
個々の音素HMMは，それらの状態を「共有」することが多い。
状態共有 HMM（音素分類のためのトップダウンクラスタリング）
結局，音素事後確率は，音素状態事後確率に
入力特徴が数千次元のベクトルに

再度，HMMに戻ります
GMM-HMM の音声認識では　　　　を計算した。
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GMM-HMMからDNN-HMMへ
ベイズの定理でひっくり返します。
GMM-HMM の音声認識では　　　　を計算した。
各状態＝GMM
ひっくり返します。

ある　を識別する問題を考える時は，　　は定数として扱える。
　　   は，音声データに状態　  相当の音はどの程度の頻度で出現する
のか，に相当する。コーパスを使って事前に求めておく。
結局，　　　 を求めるために
GMM を使ってガウス分布の確率値として求めるのではなく，
DNN の事後確率を使って，間接的に（遠回りして）求める。
これを，DNN-HMM と言う。
なんで，こんな遠回しの方法が良いのか？
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GMM-HMMからDNN-HMMへ
考えられる理由
音声特徴量は本当にガウス分布（の混合分布）に従うのか？
ガウス分布に従わないなら，何らかのミスマッチが起こる。
DNN の場合，特徴量分布を陽に仮定していない。
CEP ではなく，スペクトルがそのまま用いられることが多い。
DNN は基本的に，行列演算＋非線形関数
FFTは入力ベクトルに対する一次変換
であれば，スペクトルを入れてDNNを学習すれば，FFTっぽい行列が
第一層目として学習されるはず・・・？
そもそもCEPって最適な特徴量なの？
より raw 特徴量を入力して，あとは DNN に任せた方がよい？

数フレーム分のスペクトル特徴が入力されることが多い。
DNN の場合，入力特徴量の次元を増やすことが比較的楽。
GMM の場合，より多くの学習データ量が必要となる。



GMM-HMMからDNN-HMMへ
GMM-HMMとDNN-HMM
両者の性能差
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㡢⣲ㄆ㆑ࡽㄒᙡ㐃⥆㡢ኌㄆ㆑ࡢ࡛ࡲᵝࢡࢫࢱ࡞ࠎ

ࡡᴫࢆ⋠ࡾㄗࠊ࡚࠸࠾ 20㹼30%๐ῶࠋࡿ࠸࡚ࡋ༢୍
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10  27.3% 22.4% 
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㟁ヰ㡢ኌ  

300  23.6% 17.1% 

Google 
㡢ኌ᳨⣴  

5870 16.0% 12.3% 

JNAS ᪥ ᮏ

ㄒ᪂⪺グ  
85 6.8% 3.8% 

CSJ ᪥ᮏㄒ

ㅮ₇㡢ኌ  
257 20.0% 16.9% 
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㏫く͇͆ࡢࢡ࣮࣡ࢺࢵࢿ࣮ࣝࣛࣗࢽࢽ .3  
㡢ኌㄆ㆑࠸⏝ࢆࢡ࣮࣡ࢺࢵࢿ࣮ࣝࣛࣗࢽ࡚࠸࠾

1990ࠊࡣࡇࡿ ᖺ㡭ࠊࢀࢃ⾜ࡀ✲◊ࢇ┒ࡶ㡢⣲㆑

ᯟ࡞ⓗ⋠☜ࠊࡢࡢࡶࡓࢀࡉሗ࿌ࡀ⬟ᛶ࠸ࡼࡣ࡛࡞ู

ࢹࣔ࡞ィⓗ⤫ࡣ࡛࣒ࢸࢫࢩ㐃⥆㡢ኌㄆ㆑ࡃᇶ࡙ࡳ⤌

ΰྜṇつศᕸࡿ࠶࡛ࣝ (GMM)ᇶ࡙ࡃ㞃ࣇࢥ࣐ࣝࢀ

ࣝࢹࣔ (HMM)ࡀᶆ‽ⓗࢀࡇࠋࡓࡗ࡞ᑐࠊ࡚ࡋ㏆ᖺ

ࡀࢡ࣮࣡ࢺࢵࢿ࣮ࣝࣛࣗࢽࡧὀ┠ࠊࡾ࡞࠺ࡼࡿࢀࡉ

ᩘᖺࡕ࠺ࡢὶ1990ࠋࡓࡗ࡞ ᖺ㡭ẚࠊ࡚ධຊ

≉ᚩ㔞㸦ࢺ࣓ࣥࢢࢭ㸸ᩘⓒḟඖ㸧ࠊฟຊࣜࢦࢸ࢝㸦ࣛࢺ

ᩘࢻ࣮ࣀᒙ࣭ࡢ୰㛫ᒙࠊ㸧ࢫࣛࢡែ㸸ᩘ༓≦࢛ࣥࣇ

ࢽࣉ࣮ࢹࠊࡾ࠶ᚩ࡛≉ࡢ᭱ࡀࡢࡓࡋᕧࠊࡶ

ࢡ࣮࣡ࢺࢵࢿ࣮ࣝࣛࣗ (DNN)ࠋࡿࢀࡤከᒙࢵࢿࡢ

ࢡࢵࣂࢆయࠊ࡛ୖࡓࡋ⩦๓Ꮫ㏲ḟⓗࢆࢡ࣮࣡ࢺ

ࠊࡾࡼࢢࣥࢽ࣮ࣛࣉ࣮ࢹࡿࡍ⩦Ꮫࣥࣙࢩ࣮ࢣࣃࣟࣉ

つᶍࡢࢡ࣮࣡ࢺࢵࢿ࡞Ꮫ⩦ࡓࡗ࡞⬟ྍࡀ ࠋ(5,6,7)  
࠶࡛ࡀ⨨ࡢࣝࢹ㡢㡪ࣔ࠺⾜ࢆ㡢⣲㆑ูࡣึ᭱

㞧㡢࣭ࡸࣝࢹゝㄒࣔ࠺⾜ࢆ ༢ㄒணࠊᚋࡢࡑࠊࡀࡓࡗ

ṧ㡪ࡢᢚᅽࡢࢡ࣮࣡ࢺࢵࢿ࣮ࣝࣛࣗࢽࡶ࡚࠸࠾ᑟධ

ࢵࢿ࣮ࣝࣛࣗࢽ࡚࠸࠾➼ᅜ㝿㆟ࡣᅾ࡛⌧ࠊࡳ㐍ࡀ

ࠋࡿ࠸࡚ࡗ࡞ᑡᩘὴࡣㄽᩥࡢ௨እࢡ࣮࣡ࢺ  
 

3.1. DNN-HMM ᵓᡂࡢࣝࢹ㡢㡪ࣔࡿࡼ  
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GMM-HMMࠊࡣ᪉ἲ࡞ ࡢែ≦ྛࡿࡅ࠾ GMM ࡿࡼ
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ࠊ࡚ࡋ᪉ἲࡢูࠋࡿࢀࡤ࣒ࢸࢫࢩࢻࢵࣜࣈࣁ

DNN ࣀࡢᚩ㔞㸦ᙜヱᒙ≉ࢆ್ࡢ୰㛫ᒙࡣࡃࡋࡶฟຊࡢ

㸧ࡿࢀࡤᚩ㔞≉ࢡࢵࢿࣝࢺ࣎ࠊሙྜࡓ࠼ᢚࢆᩘࢻ࣮

GMMࠊ࡚࠸⏝࡚ࡋ ࡿࡍ⩦Ꮫࢆ DNN-GMM-HMM ࢱ

ࠋࡍ♧ᅗ㸰ࢆࡽࢀࡇࠋࡿ࠶ࡶ࣒ࢸࢫࢩ࣒ࢹࣥ  
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ࢆ㡢㡪≉ᚩ㔞ࠊ࠺ࡼࡍ♧ DNN DNNࠋࡿࡍධຊ
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ࠋࡿᚓࢆ್  
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㸦GPUࡿ࠶࡛⬟ྍ༑ศࡶㄆ㆑ࡢ࣒ࢱ ᅔ㞴ࡣ࡛ࡋ࡞
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ࡢ GMM-HMM ࡉ♧ࡀࡇࡿࢀࡽᚓࢆㄆ㆑⢭ᗘࡄࢆ

ࠋࡍ♧㸰⾲ࢆᯝ⤖ࡢࢡ࣮࣐ࢳࣥ࣋ࡢࠎ✀ࠋࡿ࠸࡚ࢀ

㡢⣲ㄆ㆑ࡽㄒᙡ㐃⥆㡢ኌㄆ㆑ࡢ࡛ࡲᵝࢡࢫࢱ࡞ࠎ

ࡡᴫࢆ⋠ࡾㄗࠊ࡚࠸࠾ 20㹼30%๐ῶࠋࡿ࠸࡚ࡋ༢୍

ࡇࡓࡋᨵၿᖜࢀࡇࡀㄆ㆑⢭ᗘࡾࡼ᪉ἲࡢ

ࡇ࡞ᮇⓗ⏬㠀ᖖࠊࡃ࡞ࢇࡾ㝈ࡿ▱ࡢ⪅ⴭࠊࡣ

ࠋࡓࡗ࠶࡛  
DNN ࡀ GMM ࡣ࡚࠸ࡘ⏤⌮ࡿ࠸࡚ࢀඃ࡚ẚ

ᵝ࡞ࠎㄝ᫂᭱ࠊࡀࡿ࠸࡚ࢀࡉࡀࠊࡣ⏤⌮ࡢ㆑ูჾ

≉ᚩᢳฟ࡚᭱ࡋྜ⤫ࢆ㐺ࡓࠋ࠺ࢁ࠶࡛ࡵࡓࡿ࠸࡚ࡋ

࠺⾜᫂♧ⓗࢆᚩᢳฟ≉ࠊࡣീㄆ㆑࡛⏬ࡋࡔ CNN ࡀ

ࠊྛࢀࡽ࠸⏝⯡୍ ᒙࡢゎᯒࡢ࠸ࡍࡸ࠸⾜ࡶᑐࠊ࡚ࡋ

㡢ኌㄆ㆑ྛࡣ࡚࠸࠾ᒙࡢᙺࡸពࡣ᫂♧ⓗ࡛ࠋ࠸࡞ 
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ࢱ࣮ࢹ
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GMM-HMM 
༢ㄒㄗࡾ⋡  

DNN-HMM
༢ㄒㄗࡾ⋡  

TIMIT 
㡢⣲ㄆ㆑  

10  27.3% 22.4% 

Switchboard 
㟁ヰ㡢ኌ  

300  23.6% 17.1% 

Google 
㡢ኌ᳨⣴  

5870 16.0% 12.3% 

JNAS ᪥ ᮏ

ㄒ᪂⪺グ  
85 6.8% 3.8% 

CSJ ᪥ᮏㄒ

ㅮ₇㡢ኌ  
257 20.0% 16.9% 
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河原達也「音声認識技術の展開」PRMU2015-111(2015-12)より


